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1.背景
聊天机器人（Chatbot），又被称为对话代理（Conversational Agents）或对话系统（Dialog Systems）。聊天机器人思想出现是从20世纪70年代，当时称为专家系统，由庞大的知识库构建而成。随着2015年人工智能技术的飞速发展，把深度学习模型应用到自然语言处理领域取得了很好的效果，成为近几年来了热门研究方向。聊天机器人很可能成为未来移动端 APP 应用及可穿戴设备场景下提供各种服务的服务入口。
聊天机器人是根据用户输入的聊天内容，可以自动给出和人类相似聊天行为的聊天系统。聊天机器人作为自然语言处理的核心研究方向之一，与搜索引擎相比，能更有效的为用户从海量信息中提供有用信息，同时具有更佳的人机交互体验，近年来成为研究的热门话题。微软、谷歌和脸书等公司各自推出了不同的聊天机器人产品，并推动聊天机器人作为用户与机器之间新的交互模式不断的发展。聊天内容越开放，聊天内容越长，聊天机器人的回复就越困难。很多公司希望借助自然语言处理和深度学习的技术开发出能够像人一样聊天的机器人，然而目前聊天机器人能够像人一样对话还面临很多挑战。
2.模型分类
2.1基于检索的模型与产生式模型
基于检索的模型（Retrieval-Based Models）有一个预先定义的“回答集（repository）”，包含了许多回答（responses），还有一些根据输入的问句和上下文（context），以及用于挑选出合适的回答的启发式规则。这些启发式规则可能是简单的基于规则的表达式匹配，或是相对复杂的机器学习分类器的集成。基于检索的模型不会产生新的文字，它只能从预先定义的“回答集”中挑选出一个较为合适的回答。
产生式模型（Generative Models）不依赖于预先定义的回答集，它会产生一个新的回答。经典的产生式模型是基于机器翻译技术的，只不过不是将一种语言翻译成另一种语言，而是将问句“翻译”成回答。
两种构建模型的方式都有其明显的优点和缺点。对于基于检索的模型，由于“回答集”是手工编写的回答，因此几乎不会有语法错误。然而，正是因为回答都是预先定义的，该模型有两个明显缺点：1）无法处理没见过的问题，因为此时数据库中没有合适的回答；2）无法追溯上文中的实体信息，例如上文提到的人名、地名。相对来说，产生式模型就更“智能”，它能处理没见过的输入，也有办法追溯上文提到的实体信息。但是，凡事有利就有弊，产生式模型训练难度大，并且很容易犯语法错误（尤其是长句子的生成），而且需要极其庞大的训练数据集。
2.2长对话模型与短对话模型
短对话（Short Conversation）指的是一问一答式的单轮（single turn）对话。举例来说，当机器收到用户的一个提问时，会返回一个合适的回答。对应地，长对话（Long Conversation）指的是你来我往的多轮（multi-turn）对话，例如两个朋友对某个话题交流意见的一段聊天。在这个场景中，需要谈话双方（聊天机器人可能是其中一方）记得双方曾经谈论过什么，这是和短对话的场景的区别之一。
2.3开放话题模型与封闭话题模型
开放话题（Open Domain）场景下，用户可以说任何内容，不需要是有特定的目的或是意图的询问。人们在Twitter等社交网络上的对话形式就是典型的开放话题情景。由于该场景下，可谈论的主题的数量不限，而且需要一些常识作为聊天基础，使得搭建一个这样的聊天机器人变得相对困难。
封闭话题（Closed Domain）场景，又称为目标驱动型（goal-driven），系统致力于解决特定领域的问题，因此可能的询问和回答的数量相对有限。技术客服系统或是购物助手等应用就是封闭话题模型的例子。
3.机器学习模型
3.1基于RNN的seq2seq模型
目前在深度学习模型中，循环神经网络（RNN）在自然语言处理领域中应用越来越广。但是因为RNN有一定局限性，一些学者在原来模型的基础上进行了改进，得到LSTM和GRU 模型。在对话模型中，我们需要对输入的文本进行处理，输入的文本信息转化成向量形式是最常见的方法，以向量形式输入到所选的深度模型中进行训练。在对话任务中，所选用的框架是seq2seq模型，这个框架一开始在自然语言处理领域中的翻译系统上取得了较好的效果，在聊天机器人的对话模型中，也取得了比较好的效果。后来有研究者在原来的深度框架模型上添加了attention机制，解决了循环神经网络中信息丢失的问题。
3.1.1关键算法
在研究聊天机器人对话中，首先需要对输入的文本信息进行处理。一般是做向量化处理也就是将文本内容上下文信息用向量来表示。将文本信息转化成向量格式有两种方法：一种是文本分布式，另一种是文本向量空间模型。词嵌入（Word Embedding）属于文本分布式中的一个方法也是文本处理的主流方式，指将文本信息映射到向量中，根据向量间的距离判断词语是否相近。RNN主要解决的是序列问题，也就是当前的输出不仅与当前时刻的输入有关还与前一时刻的输出有关，这就构成了前后词之间的关联。所以非常适合来解决文本处理的问题。但是RNN网络也存在诸多难以解决的问题，比如说数据集太大，训练难度会增加，容易产生的梯度消失和梯度爆炸的问题。在此基础上一些学者设计出了RNN两个变种LSTM（Long Short Term Memory Network）和GRU（Gated Recurrent Unit Network）。
LSTM和GRU与RNN的不同在于神经网络层中隐藏层设计的不同，因为LSTM带有记忆特性，所以能解决RNN中的长距离问题。另外GRU在隐藏层上做出了改进，主要是对前面状态中信息进行加权计算，距离当前时刻越近的信息权值越大。另外在训练过程中，为了减少数据量少而引起的过拟合，所以在模型中引入了Dropout机制。Dropout指在训练过程中，去掉神经网络单元中某些单元，简化模型的结构，进而可以增强模型的泛化能力。
3.1.2 seq2seq模型框架
seq2seq模型也称为序列到序列模型，因为在翻译系统中取得了不错的效果，随后应用到聊天机器人中。seq2seq模型有两部分构成：编码器（encoder）和解码器（decoder），引入到聊天机器人任务中，定义编码器对应的是问句，解码器对应的是回复的语句。
从理论上讲seq2seq模型表现很好，但是在实际场景中训练数据效果不好。有研究者把注意力（attention）机制运用到了对话生成中，对于循环神经网络中随时间增长信息丢失的问题有了很好的解决方法，也提升了整个系统的效果。注意力机制思想是编码器中输入词映射到解码器中对每个词都是有影响的，只是概率分布不同。
3.2基于深度强化学习的对话模型
 Alpha Go证实了强化学习技术的成功，也推动了强化学习技术在自然语言处理领域的发展。强化学习中智能体与环境进行交互，根据系统提前定义的奖励函数来判定智能体的行为是否合适。系统会给出一定的奖励或惩罚，最终目标是奖励函数最大化。
3.2.1奖励函数简介
在智能聊天机器人对话系统中，强化学习模型所代表的含义是利用两个机器人不断的对话来模拟智能体与环境的交互过程，最后训练出我们想要的效果。马尔科夫决策过程包括动作、状态、策略和奖励函数等几个要素。其中奖励函数作为目标函数是最重要的因素。当每次都出现无意义的回答时，我们将 给出惩罚。最后我们希望对话过程中所给的回答是有效的，并且在生成的语句中更多的是有意义的回复，保证对话的流畅性。我们可以自由设定聊天机器人中的奖励函数，第一个奖励函数可以定义为让对话产生新的信息。第二个奖励函数设定为问题与答案的相关度。第三个奖励函数设定为回答的语句中带有情绪的词语。第四个奖励函数设定为回答文本中不带有尴尬的词语出现，避免聊天陷入僵局。最后对几个奖励函数进行加权求和，奖励函数最大时对应的模型就是目标模型。
4. Encoder-Decoder模型
对于聊天机器人技术而言，常见的几种主流技术主要基于人工模板、检索、机器翻译技术、深度学习。其中，基于深度学习聊天机器人的绝大多数技术都是在 Encoder-Decoder 深度学习技术框架下进行改进的。
Encoder-Decoder框架的工作机制是：先使用Encoder将输入编码映射到语义空间（通过Encoder网络生成的特征向量），得到一个固定维数的向量，这个向量就表示输入的语义；然后再使用Decoder将这个语义向量解码，获得所需要的输出。如果输出是文本，则Decoder通常就是语言模型。Encoder-Decoder框架是一种文本处理领域的研究模式，图4-1是文本处理领域里常用的Encoder-Decoder框架最抽象的一种表示：
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图4-1 抽象的Encoder-Decoder框架
Encoder-Decoder框架可以作为由一个句子（或篇章）生成另外一个句子（或篇章）的通用处理模型。对于句子对<X,Y>，目标是给定输入句子X，期待通过Encoder-Decoder框架来生成目标句子Y。X和Y可以是同一种语言，也可以是两种不同的语言。而X和Y分别由各自的单词序列构成：


Encoder顾名思义就是对输入句子X进行编码，将输入句子通过非线性变换转化为中间语义表示C：

对于解码器Decoder来说，其任务是根据句子X的中间语义表示C与之前已经生成的历史信息来生成i时刻要生成的单词：

每个都按此方法依次产生，那么看起来就是整个系统根据输入句子X生成了目标句子Y。

5. 课题模型Teasing-Chat-bot
5.1综述——“对话”“续写”AND“吐槽”
本课题旨在制作一款会吐槽的对话机器人Teasing-Chat-bot。赋予其形成完整句子的能力；分析输入句子并生成回复的能力。对于一些描述风景和小说剧情的句子，Teasing-Chat-bot将会趋向于续写故事。基于描述的风景继续描绘秀丽的景色，亦或是接着上面的情节改写故事的走向。对于一些对话，Teasing-Chat-bot将会更趋向于回复所输入的句子。而对于一些客观事实的输入，Teasing-Chat-bot将会对其进行吐槽，丰富的槽点让对话不至于走向无聊与尴尬。
5.2数据集：
本课题使用小说作为数据集，将小说文本处理成对话模式，作为训练集输入至我们的网络。
使用小说的原因在于，小说中包含丰富的对话信息以及场景描绘信息，可以让机器在学习对话的同时学习续写情节的能力。“对话”与“续写”同时训练，可以让机器对于某些输入的回复更像是在“吐槽”一样。
5.3模型架构：
5.3.1数据处理部分：
最开始使用character-level的数据，即不经过分词，以每个字作为最小单位，输入到模型框架进行训练，但最终的结果流畅度不高。
后来考虑到，如果以词汇作为一个单位，那么生成的结果至少可以在词汇内部是通顺的。
因此对原数据集进行分词处理，将分词后的数据集作为输入进行训练，在经历了近两天的训练之后获取了如上图所示的结果。
5.3.2模型架构单元：
在研究聊天机器人对话中，首先需要对输入的文本信息进行处理。词嵌入（Word Embedding）属于文本分布式中的一个方法也是文本处理的主流方式，指将文本信息映射到向量中，根据向量间的距离判断词语是否相近。RNN主要解决的是序列问题，也就是当前的输出不仅与当前时刻的输入有关还与前一时刻的输出有关，这就构成了前后词之间的关联。所以非常适合来解决文本处理的问题。但是RNN网络也存在诸多难以解决的问题，比如说数据集太大，训练难度会增加，容易产生的梯度消失和梯度爆炸的问题。在此基础上一些学者设计出了RNN两个变种LSTM（Long Short Term Memory Network）和GRU（Gated Recurrent Unit Network）。LSTM和GRU与RNN的不同在于神经网络层中隐藏层设计的不同，因为LSTM带有记忆特性，所以能解决RNN中的长距离问题。另外GRU在隐藏层上做出了改进，主要是对前面状态中信息进行加权计算，距离当前时刻越近的信息权值越大。另外在训练过程中，为了减少数据量少而引起的过拟合，所以在模型中引入了Dropout机制。Dropout指在训练过程中，去掉神经网络单元中某些单元，简化模型的结构，进而可以增强模型的泛化能力。
本课题采用循环神经网络RNN作为主要的处理模块，使用LSTM作为每个处理单元，在一定程度上避免梯度爆炸的情况。
同时采用梯度截断的方法将梯度限制在一定范围内，避免梯度爆炸以及梯度消失。
5.3.3 seq2seq模型框架：

[image: ]
seq2seq模型也称为序列到序列模型，因为在翻译系统中取得了不错的效果，随后应用到聊天机器人中。seq2seq模型有两部分构成：编码器（encoder）和解码器（decoder），引入到聊天机器人任务中，定义编码器对应的是问句，解码器对应的是回复的语句。
从理论上讲seq2seq模型表现很好，但是在实际场景中训练数据效果不好。有研究者把注意力（attention）机制运用到了对话生成中，对于循环神经网络中随时间增长信息丢失的问题有了很好的解决方法，也提升了整个系统的效果。注意力机制思想是编码器中输入词映射到解码器中对每个词都是有影响的，只是概率分布不同。
本课题模型采用encoder-decoder架构，使用LSTM作为每个处理单元，并使用梯度截断的方法防止梯度爆炸与梯度消失的问题。具体如上图所示。
5.4评估：
运行我们的评估代码，用户可以输入任何想对我们Teasing-Chat-bot说的话，Teasing-Chat-bot将会立刻给予回复。
可以和Teasing-Chat-bot讨论小说的剧情，Teasing-Chat-bot可能会续写，当然也可能会吐槽你的描述，被他吐槽了不要生气，因为他本质上就是一个吐槽机器人。
5.5结果示例：[image: 1]
	[image: 2]

[image: 3]
6. 分工
	代码
	姜欣雨、冯超群

	[bookmark: _GoBack]相关文档
	冯超群、姜欣雨




image4.png
Source
Vord #55:  [33366, 35327, 21880, 906, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0]
Input Yords: VA& B & X175 <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <P

arget
Yord S [397, 27801, 1802 19851 26451 31748, 24341, 1802, 3
Response Words: 2 B 44, T M 1ERG T Iz <EOS>




image5.png
Source
Vord #55: _[10600, 26023, 28983, 906, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0]
Input Yords: A% {408 BE X5 <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <

arget
Yord RS+ [26451, 3510, 25096, 10048, 22170, 24341, 3]
Response Vords: 4 B A8 * T8 7 <E0S>




image1.png
Encoder > BEXHBe >

Ldd

Decoder





image2.png
one’ s lovely pat  <end>

decoder
encoder

<start> A o] b2




image3.png
Source
Vord S [33366, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0]
Input Vords: /i3 <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <PAD> <PAD>

arget
Vord H5: [27168, 25365, 5029, 3]
Response Words: b A Fo48 <EOSS




