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机器学习-大数据时代眼与耳
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机器学习应用-人脸识别
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机器学习应用-行人识别



大数据分析与应用/张华平

Alpaydin（2004）同时提出自己对机器学习
的定义，“机器学习是用数据或以往的经验
，以此优化计算机程序的性能标准。”（
Machine learning is programming computers 

to optimize a performance criterion using 

example data or past experience.）

Arthur Samuel定义的机器学习(1959)：在
不直接针对问题进行编程的情况下，赋予
计算机学习能力的一个研究领域。

机器学习定义-溯源

Drew Conway 2004

http://baike.baidu.com/view/21717.htm
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机器学习定义-Oxford
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机器学习应用场景-Oxford
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机器学习的典型过程

来源：Zico Kolter，MLSS 2014 
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机器学习的典型过程-监督方法
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机器学习的典型过程-无监督
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机器学习的典型过程-小结

特征表示

特征抽取

监督学习

无监督学习

分类、聚类、预测
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交叉验证与泛化

交叉验证

 10折交叉验证(10-fold cross validation)，将
数据集分成十份，轮流将其中9份做训练1份做测
试，10次的结果的均值作为对算法精度的估计，
一般还需要进行多次10折交叉验证求均值，例如
：10次10折交叉验证，以求更精确一点。

泛化能力

指机器学习算法对新鲜样本的适应能力。学习的
目的是学到隐含在数据对背后的规律，对具有同
一规律的学习集以外的数据，经过训练的算法也
能给出合适的输出，该能力称为泛化能力。
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相关概念辨析

 机器学习

 机器学习强调的是方法

 深度机器学习

 机器学习的一种，指在云平台上，采用深度神经网络，对大数据进行学习

的技术手段

 数据挖掘

 数据挖掘指的是目标与结果，是机器学习在结构化数据库上的分析结果；

是机器学习与数据管理的综合

 大数据挖掘

 大数据挖掘是数据挖掘的一种，更多的强调的是对超大规模数据集
合，采用云计算等大数据架构进行数据挖掘的技术方法

 非结构化大数据挖掘

 偏重于非结构化的文本、图片、音频、视频等的挖掘



机器学习与数据挖掘

客户订单数据

会员卡用户数据

客户服务数据

信用卡交易数据

市场调研数据

• 顾客细分（分类、聚类）
• 根据用户特征（身份、兴趣、

收入水平）和消费行为进行分

类或聚类。

• 潜在客户发掘和流失预警（分类）
• 对流失客户和新客户的特征进

行监督学习，得到发掘或预警

模型。

• 识别顾客需求（分类、推荐）
• 根据用户特征和消费行为预测

用户喜好。

• 交叉销售分析（关联规则挖掘）
• 根据大量订单数据发掘产品之

间的促进或抑制关系。

Target 
Marketing

客户开发
客户挽留

个性化产
品推荐

关联营销
策略



主要方法

 概念描述: 特征和区分

 概化, 汇总, 和比较数据特征, 例如, 干燥和潮湿的地区

 关联规则挖掘 (相关和因果关系)

 age(X, “20..29”) ^ income(X, “20..29K”) buys(X, “PC”) 

[support = 2%, confidence = 60%]

 contains(T, “computer”)  contains(T, “software”)

[support = 1%, confidence = 75%]

 分类和预测

 找出描述和识别类或概念的模型( 函数), 用于将来的预测

 例如根据消费行为特征对客户分类, 或根据单位里程的耗油量对汽车分类

 表示: 决策树(decision-tree), 分类规则, 神经网络

 预测: 预测某些未知或遗漏的属性值



数据挖掘主要方法

 聚类分析

 无监督学习方法

 类标号(Class label) 未知: 对数据分组, 形成新的类。例如, 新闻自动聚类、客

户细分。

 聚类原则: 最大化类内的相似性, 最小化类间的相似性

 孤立点(Outlier)分析

 孤立点: 一个数据对象, 它 与数据的一般行为不一致

 孤立点可以被视为例外, 但对于欺骗检测和罕见事件分析, 它是相当有用的

 趋势和演变分析

 趋势和偏离:  回归分析

 序列模式挖掘, 周期性分析

 基于相似的分析

 其它基于模式或统计的分析
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 关联规则挖掘

 关联分析就是发现关联规则，这些规则展示属性-值频繁地在给定数据集
中一起出现的条件。关联分析广泛用于购物篮或事务数据分析。

 动机：发现数据中蕴含的内在规律

关联规则挖掘



 关联规则挖掘
 关联分析就是发现关联规则，这些规则展示属性-值频繁地在给定数据集

中一起出现的条件。关联分析广泛用于购物篮或事务数据分析。

 动机：发现数据中蕴含的内在规律
 那些产品经常被一起购买？

 买了PC之后接着都会买些什么？

 不同症状之间的并发关系

 DNA序列的内部联系

 应用
 购物篮分析、WEB日志（点击流）分析、捆绑销售、DNA序列分析等

 关联挖掘类型
 根据规则处理的值的类型，分为布尔的和量化的。

 根据规则中数据的维，分为单维和多维的。

关联规则挖掘



 置信度

 置信度confidence(.)：是指购物篮分析中有了左边商品，同时又有右边
商品的交易次数百分比，也就是说在所有的购买了左边商品的交易中，
同时又购买了右边商品的交易概率。

 支持度

 支持度sup(.)：表示在购物篮分析中同时包含关联规则左右两边物品的
交易次数百分比，即支持这个规则的交易的次数百分比 。

关联规则挖掘——基本概念

( )
( ) ( | )

( )

P A B
Confidence A B P B A

P A
  

( ) ( )Support A B P B A 

Transaction ID Items Bought

1000 A,B,C

2000 A,C

3000 A,D

4000 B,E,F

 对于规则A C

 support = support({A, C}) = 50%

 confidence = support({A, C})/ 

support({A}) = 66.6%



 关联规则挖掘基本思想
 关联规则的挖掘问题，即发现所有的强关联规则，即发现所有同时满足最

小支持度阈值的最小置信度值的规则。此过程分为两步：

 第一步：识别所有的频繁K-项集，并统计其频率;

 第二步：由频繁K-项集产生强关联规则。依据搜索到的频繁K-项集，导出满
足给定条件的关联规则。

 Apriori算法描述
 使用一种称作逐层搜索的迭代方法，K-项集用于探索（K＋1）-项集。首先

，找出频繁1-项集的集合，记为l1。l1用于找频繁2-项集的集合l2，而l2用于
找l3，如此下去，直到不能找到频繁K-项集LK。找每个LK需要一次数据库扫
描。最后由频繁K－项集可直接产生强关联规则。

 Apriori的性质：
 任何频繁项集的所有非空子集都必须也是频繁的

 例：如果｛啤酒，尿布，坚果｝是一个频繁的，

 则其子集｛啤酒，尿布｝｛啤酒，坚果｝｛尿布，坚果｝都是频繁的
。

关联规则挖掘——基本思想



关联规则挖掘——原理举例

例：设有一个Electronics的事务数据库(如图1示)。数据库中有9个事务，

即｜D｜＝9。Apriori假定事务中的项按字典次序存放。我们使用图2解

释Apriori算法寻找D中的频繁项集。

TID 项ID的列表

T100
T200
T300
T400
T500
T600
T700
T800
T900

L1,L2,L5
L2,L4
L2,L3
L1,L2,L4
L1,L3
L2,L3
L1,L3
L1,L2, L3,L5
L1,L2,L3 （图1）



关联规则挖掘——原理举例

24

项集 支持度计数

｛L1｝
｛L2｝
｛L3｝
｛L4｝
｛L5｝

6

7

6

2

2

比较候选支持
度计数与最小
支持度计数，
设最小支持度
为2

扫描D，

对每个

候选计数

项集 支持度计数

｛L1｝
｛L2｝
｛L3｝
｛L4｝
｛L5｝

6

7

6

2

2

项集

｛L1，L2｝

｛L1，L3｝

｛L1，L4｝

｛L1，L5｝

｛L2，L3｝

｛L2，L4｝

｛L2，L5｝

｛L3，L4｝

｛L3，L5｝

｛L4，L5｝

C2

由L1产
生候选C2

项集 支持度计数

｛ L1， L2｝

｛ L1， L3｝

｛ L1， L4｝

｛ L1， L5｝

｛ L2， L3｝

｛ L2， L4｝

｛ L2， L5｝

｛ L3， L4｝

｛ L3， L5｝

｛L4，L5｝

4

4

1

2

4

2

2

0

1

0

扫描D，
对每个
候选计
数

C2

项集 支持度计

数

｛L1，L2｝

｛L1，L3｝

｛L1，L5｝

｛L2，L3｝

｛L2，L4｝

｛L2，L5｝

4

4

2

4

2

2

比较候选
支持度计
数与最小
支持度计
数

L2

C1
L1



关联挖掘案例——购物篮分析
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 分类和预测是两种数据分析形式，用于提取描述重要数据
类或预测未来的数据趋势的模型

 应用：欺诈检测、市场定位、性能预测、医疗诊断

分类和预测

市场预测 X线影像数据挖掘 CT影像数据挖掘



 分类和预测是两种数据分析形式，用于提取描述重要数据
类或预测未来的数据趋势的模型

 分类：

• 预测类对象的分类标号（或离散值）

• 根据训练数据集和类标号属性，构建模型来分类现有数据，并
用来分类新数据

 预测：

• 建立连续函数值模型

• 比如预测空缺值，或者预测顾客在计算机设备上的花费

 典型应用

 欺诈检测、市场定位、性能预测、医疗诊断

 常用方法

 决策树、贝叶斯、K近邻、SVM、神经网络、回归模型

分类和预测



 第一步，也成为学习步，目标是建立描述预先定义的数据类或概念集
的分类器

 分类算法通过分析或从训练集“学习”来构造分类器。

 训练集由数据库元组（用n维属性向量表示）和他们相对应的类编
号组成；假定每个元组属于一个预定义的类。

• 训练元组：训练数据集中的单个元组

 学习模型可以用分类规则、决策树或数学公式的形式提供。

 第二步，使用模型，对将来的或未知的对象进行分类

 首先评估模型的预测准确率。

• 对每个测试样本，将已知的类标号和该样本的学习模型预测比
较

• 模型在给定测试集上的准确率是正确被模型分类的测试样本的
百分比

• 测试集要独立于训练样本集，否则会出现“过分拟合”的情况

分类和预测步骤



文本分类步骤

文本表示 训练过程

分类过程

训练文本

统计

统计量

特征表示

学习 分类器

新文本 特征表示

类别

情感分类、新闻分类



文本分类器设计

文本分类的方法大部分来自于模式分类，
基本上可以分为三大类:

一种是基于统计的方法，如Naïve Bayes, KNN

、类中心向量、回归模型、支持向量机、最大
熵模型等方法

另一种是基于连接的方法，即人工神经网络

还有一种是基于规则的方法，如决策树、关联
规则等，这些方法的主要区别在于规则获取方
法



分类属性选择度量

 属性选择度量是一种选择分裂准则，将给定类标号的训练
元组最好的进行划分的方法

 理想情况，每个划分都是“纯”的，即落在给定划分
内的元组都属于相同的类

 属性选择度量又称为分裂准则

 常用的属性选择度量

 信息增益

 增益率

 Gini指标



决策树归纳分类

 第一步：利用训练集生成决策树

 决策树构建

 使用属性选择度量来选择将元组最好的划分为不同的类的属性

 递归的通过选定的属性，来划分样本。

 树剪枝

 决策树建立时，许多分枝反映的是训练数据中的噪声和离群点点
，树剪枝试图识别并剪去这种分枝，以提高对未知数据分类的准
确性

age?

student? credit rating?

no yes fair excellent

youth senior

no
noyes

yes

yes

Middle

aged 决策树：
Buys_computer



决策树归纳分类
 第二步：对类别未知元祖进行分类

 给定一个类标号未知的元组X，在决策树上测试元组的属性值，跟
踪一条由根到叶节点的路径，叶节点存放该元组的类预测。

 决策树容易转换为分类规则

age?

overcast

student? credit rating?

no yes fairexcellent

youth senior

no noyes yes

yes

Middle aged

^o^ = <  age=youth, 
student=yes,
credit rating=none  >



由决策树提取分类规则
 可以提取决策树表示的知识，并以IF-THEN形式的分类规则表示

 对从根到树叶的每条路径创建一个规则

 沿着给定路径上的每个属性-值对形成规则前件（"IF"部分）的一
个合取项

 叶节点包含类预测，形成规则后件（"THEN"部分）

 IF-THEN规则易于理解，尤其树很大时

 示例：
• IF age = “youth” AND student = “no”   THEN buys_computer = “no”

• IF age = “youth” AND student = “yes”  THEN buys_computer = “yes”

• IF age = “middle_aged”  THEN buys_computer = “yes”

• IF age = “senior”   AND credit_rating = “excellent”   THEN 
buys_computer = “yes”

• IF age = “senior” AND credit_rating = “fair”  THEN buys_computer = 
“no”



ID3决策树算法

1

特征选择指标：信息增益
信息增益可以定义为样本按照某属性划分时造成熵减
少的期望，可以区分训练样本中正负样本的能力，其
计算公式是



ID3算法实例

1

小明问题：
今天阳光不错，气温凉爽，PM2.5正常，但是风比较大，小明会不
会出去打篮球呢？



ID3算法实例

1

计算信息增益

( ) ,Values Wind Weak Strong

[9 ,5 ]S   

[6 ,2 ]WeakS   

[3 ,3 ]StrongS   

{ , }

( , ) ( )
v

v Weak Strong

S
Gain S Wind Entroy S Entropy

S

  

( ) (8 /14) ( ) (6 /14) ( )Weak StrongEntropy S Entropy S Entropy S  

0.949 (8/14)0.811 (6 /14)1.00  

0.048

PS: Entropy(X)=-∑p(xi)log(2,p(xi)) (i=1,2,..n)



ID3算法实例

1

不同属性的信息增益

计算各属性的熵值

Gain(S,Outlook)=0.246

Gain(S,PM2.5)=0.151

Gain(S,Wind)=0.048

Gain(S,Temperature)=0.029

可以看到，Outlook得信息增益最大



D1,D2,…D14
9+,5-

Outlook

Sunny

D1,D2,D8,D9,D11
2+,3-

Rain

D4,D5,D6,D10,D14
3+,2-

D3,D7,D12,D13
4+,0-

Overcast

?

哪一个属性在这里被测试？

?Yes

Ssunny={D1,D2,D8,D9,D11}
Gain（Ssunny,PM2.5）=0.970-(3/5)0.0-(2/5)0.0=0.970
Gain(Ssunny, Temperature)=0.970-(2/5)0.0-(2/5)1.0-(1/5)0.0=0.570
Gain(Ssunny, Wind)=0.970-(2/5)1.0-(3/5)0.918=0.019

ID3算法实例



PM2.5 Wind

Outlook

ID3算法实例

最终得到的决策树

有了决策树后，就可以根据气候条件做预测了:
例如如果气候数据是{Sunny,Cool,Normal,Strong} ,根据决
策树到左侧的yes叶节点，可以判定属于P。



贝叶斯分类器

 数据挖掘中以贝叶斯定理为基础，用于分类的技
术有朴素贝叶斯分类和贝叶斯信念网络两种。



贝叶斯分类器

贝叶斯定理：

表示先验概率(Prior probability)。

表示后验概率(Posteriori probability)，

先验概率是由以往的数据分析得到的。根据样本
数据得到更多的信息后，对其重新修正，即是后
验概率。

( ) ( )( )
( )

( ) ( )

i ii
i

P C P X CP C X
P C X

P X P X


 

( )iP C

( )iP C X

X = <头发=长，身高=170-175，体重=50-60，专业=法律>

C1 =  男 C2 = 女



贝叶斯分类器

贝叶斯分类过程：

1 2

1 2

1

={ , , , }

, , ,

n

n

n

X x x x n

A A A n

、每个数据样本用一个 维特征向量

表示，分别描述对 个

属性 样本的 个度量。

X = <头发=长， 身高=170-175，体重=50-60，专业=法律>
C1 =  男 C2 = 女



贝叶斯分类器

贝叶斯分类过程：
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、假定有 个类 。给定一个未知的数据样本 ，

分类法将预测 属于具有最高后验概率（条件 下）的类。

即是说，朴素贝叶斯分类将未知的样本分配给类 ，

当且仅当

根据贝叶斯定理

( )

因此，由于 对于所有类为常数，只需要 ( )

最大即可。

X = <头发=长，身高=170-175，体重=50-60，专业=法律>

C1 =  男 C2 = 女



贝叶斯分类器

贝叶斯分类过程：
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、假定属性值相互条件独立，即在属性间

不存在依赖关系，这样，

概率 可以由训练样本估值，其中

（ ）如果 是离散型属性，则

其中 是在属性 上具有 的类 的训练样本

数，而 是 中的训练样本数。

X = <头发=长，身高=170-175，体重=50-60，专业=法律>

C1 =  男 C2 = 女



贝叶斯分类器

贝叶斯分类过程：
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（ ）如果 是连续型属性，则通常假定

该属性服从高斯分布。因而，

其中，给定类 的训练样本属性 的值，

是属性 的高斯密度函数。

X = <头发=长，身高=170-175，体重=50-60，专业=法律>

C1 =  男 C2 = 女



贝叶斯分类器

贝叶斯分类过程：
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、为对未知样本 分类，对每个类 ，

计算 。样本被指派到类 ，

当且仅当

即是说， 被指派到

最大的类。

X = <头发=长，身高=170-175，体重=50-60，专业=法律>

C1 =  男 C2 = 女



贝叶斯分类器

优点：

计算速度最快的演算法；

规则清楚易懂；

独立事件的假设，大多数问题上不至于发生太大
偏误；

缺点：

仅适用于类别变量；

仅能应用于分类问题；

假设变量间为独立互不影响，因此使用时需要谨
慎分析变量间的相关性。



神经网络分类

 利用后向传播的神经网络学习算法
 神经网络是一组连接的输入/输出单元，每个连接都与一个

权相连。在学习阶段，通过调整神经网络的权，使得能够预
测输入样本的正确标号来学习。

.

.

.

.

.

c1

c2

cn

……

输入层
隐层

输出层

X = <头发=长，身高=170-175，体重=50-60，专业=法律>

C1 =  男 C2 = 女



神经网络分类

BP神经网络模型拓扑结构包括输入层、隐层和输出层。输入层

神经元的个数由样本属性的维度决定，输出层神经元个数由样本分类

数决定。隐藏层的层数和每层的神经元个数由用户指定。网络中的弧

线表示前一层神经元和后一层神经元之间的权值。每个神经元都有输

入和输出。输入层的输入和输出都是训练样本的属性值。

.....

c1

c2

cn

……

输入层

隐层

输出层

X = <头发=长，

身高=170-175，
体重=50-60，
专业=法律 >

C1 =  男 C2 = 女



神经网络分类

算法基本流程：
1. 初始化网络权值和神经元的阈值
2. 前向传播：按照公式一层一层的计算隐层神经元和输出层神经

元的输入和输出。
3. 后向传播：根据公式修正权值和阈值
4. 若不满足终止条件，则回到第二步；满足终止条件，则完成训

练。

.....

c1

c2

cn

……

输入层

隐层

输出层



神经网络分类

X = <头发=长，

身高=170-175，
体重=50-60，
专业=法律 >

C1 =  男 C2 = 女



神经网络分类

X = <头发=长，

身高=170-175，
体重=50-60，
专业=法律 >

C1 =  男 C2 = 女



神经网络分类

X = <头发=长，

身高=170-175，
体重=50-60，
专业=法律 >

C1 =  男 C2 = 女



神经网络分类



神经网络分类

 利用后向传播的神经网络学习算法
 神经网络是一组连接的输入/输出单元，每个连接都与一个

权相连。在学习阶段，通过调整神经网络的权，使得能够预
测输入样本的正确标号来学习。

 优点
 预测精度总的来说较高
 健壮性好，训练样本中包含错误时也可正常工作
 输出可能是离散值、连续值或者是离散或量化属性的向量值
 对目标进行分类较快

 缺点
 训练（学习）时间长
 蕴涵在学习的权中的符号含义很难理解
 很难根专业领域知识相整合



KNN分类方法

 k-最临近分类
 给定一个未知样本，k-最临近分类法搜索模式空间，找出最

接近未知样本的k个训练样本；然后使用k个最临近者中最公
共的类来预测当前样本的类标号

算法步骤：
1. 初始化距离为最大值
2. 计算未知样本和每个训练样本的距离dist
3. 得到目前K个最临近样本中的最大距离

maxdist
4. 如果dist小于maxdist，则将该训练样本作为

K-最近邻样本
5. 重复步骤2、3、4，直到未知样本和所有训

练样本的距离都算完
6. 统计K-最近邻样本中每个类标号出现的次数

7. 选择出现频率最大的类标号作为未知样本的
类标号



支持向量积SVM分类

 支持向量机（SVM）是90年代中期发展起来的基于统计学习理论的一

种机器学习方法，通过寻求结构化风险最小来提高学习机泛化能力，

实现经验风险和置信范围的最小化，从而达到在统计样本量较少的情

况下，亦能获得良好统计规律的目的。

 特点: 训练时间非常长，但对复杂的非线性决策边界的建模能力是高度

准确的（使用最大边缘）

 应用: 

 手写数字识别，对象识别，语音识别, 以及基准时间序列预测检验。



支持向量积SVM分类

 使用一种非线性的映射，将原训练数据映射到较高的维

 一个数据被认为是p维向量，数据在这个p维向量空间中被分为两类；

SVM的目的是找到一个p-1维的超平面，来划分p维向量空间的数据

 在新的维上，它搜索线性最佳分离超平面 (即将一类的元组与其他类分离的

“决策边界”)。



m

设给定的数据集 D 为 (X1, y1), …, (X|D|, y|D|), 其中Xi是训练元组，具有相关联的类
标号yi。

可以画出无限多条分离直线（或超平面）将类+1的元组与类-1的元组分开，我们
想找出“最好的”那一条 (对先前未见到的元组具有最小分类误差的那一条）。

SVM 要搜索具有最大边缘的超平面，即最大边缘超平面 (MMH)

支持向量积SVM分类



支持向量积SVM分类

 对于非线性可分的数据，使用一个适当的对足够高维的非线性映射，

两类的数据总可以被超平面分开。

 SVM 使用支持向量（“基本”训练元组）和边缘（由支持向量定义）

发现该超平面



线性回归、多元回归和非线性回归



线性回归、多元回归和非线性回归

 线性回归：Y =  +  X

 其中和是回归系数，可以根据给定的数据点，通过最小二
乘法来求得

 多元回归：Y =  + 1X1 + 2 X2

 线性回归的扩展，设计多个预测变量，可以用最小二乘法求
得上式中的，1 和2

 非线性回归：Y =  + 1X1 + 2 X2
2+ 3 X3

3

 对不呈线性依赖的数据建模

 使用多项式回归建模方法，然后进行变量变换，将非线性模
型转换为线性模型，然后用最小二乘法求解
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 采用LOGIT回归模型对新入网用户在4个月内流失进行预警

分类预测案例：客户流失预警模型

基本情况 语音通话情况 数据业务使用情况

品牌 ARPU 余额
套餐
名称

…
本地通话
次数

长途通话
次数

漫游通话
次数

…
数据业务
费用

数据业务
消费占比

数据业务使用
种类数

…

3月 4月 5月 6月 7月 8月 9月 10月 11月

3月 4月 5月 6月 7月 8月 9月 10月 11月

3月 4月 5月 6月 7月 8月 9月 10月 11月

3月 4月 5月 6月 7月 8月 9月 10月 11月

建模时间窗口

测试时间窗口

入网月份 取数月份

流失月份 流失观察月份

建模变量



客户流失预警模型

 所有的数据经过对数变换和标准化变换，消除不同变量和不同月份对模型的

影响

 模型的结果为对数流失风险比的线性拟合表达式，应用模型时输入为用户当

前在建模变量上的值，输出为用户的流失概率

 下图展示了建模变量的重要性（调整后的实际建模变量）

余额
通话次数
套餐名称
本地被叫次数
欠费金额
本地主叫次数
网内通话对端数
网外通话对端数
彩铃订购标志
通话时长大于5分钟标志
多次充值标志
欠费标志
ARPU大于0标志
长途通话次数
漫游通话次数
新业务费
通话标志
包打套餐标志
手机报费用
本地主叫通话标志
拨打10086次数
重入网标志



客户流失预警模型

用户集：09年07月入网、

08月仍然正常的用户；

模型筛选用户：通过模型筛

选出的用户集中20%的用户

，其中，

包含了用户集中52.2%的

9月流失用户；

模型筛选用户9月、10月

和11月的流失率（模型准确

率）分别为16%、34%和

48%，比用户集中用户的流

失率（不使用模型筛选的准

确率）提升度分别为2.4、

2.5和3.2倍。

52.2%

* 提升度=模型筛选用户流失率/用户集中用户流失率
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机器学习与数据挖掘概览

关联规则挖掘概念与技术

数据分类概念与技术

数据聚类概念与技术

ML&DM



 聚类分析

 将物理或抽象对象的集合分组成为由类似的对象组成的多个类的
过程。聚类是一种无指导的学习：没有预定义的类编号。

 聚类（簇）：数据对象的集合

 在同一个聚类（簇）中的对象彼此相似

 不同簇中的对象则相异

 聚类算法的选择取决于数据类型，主要包括：

 划分方法、层次的方法、基于密度的方法、基于网格的方法
、基于模型的方法

 聚类分析的应用

 模式识别、空间数据分析（主题地图、空间聚类）

 按客户特征、消费行为聚类，实现客户细分。

 Web日志聚类，发现用户行为模式.

 Web新闻、博客等文档内容，实现主题挖掘。

聚类分析



聚类分析

X={x1, x2, x3, x4, x5, x6, x7, x8, x9, x10 }
x1 = <运动=多， 身高=175-180， 体重=60-70，爱好=旅行>

x2 = <运动=多， 身高=170-175， 体重=50-60，爱好=游泳>

x3 = <运动=多，身高=175-180， 体重=60-70，爱好=听音乐>

x4 = <运动=少， 身高=170-175， 体重=60-70，爱好=coding>

x5 = <运动=少， 身高=170-175， 体重=50-60，爱好=coding>

x6 = <运动=少， 身高=170-175， 体重=60-70，爱好=coding>

-----------------------------聚类之后-------------------------------------------------------
类1 = <x1, x2, x3>  总结：经常运动，身材匀称，兴趣爱好广泛
类2 = <x4, x5, x6>  总结：缺乏运动，身形微福，兴趣爱好贫瘠
……
……



聚类分析——划分方法

 给定一个n个对象或元组的数据库，一个划分方法构
建数据的k个划分，每个划分表示一个簇，并且k<=n
。
 每个组至少包含一个对象
 每个对象属于且仅属于一个组

 划分准则：同一个聚类中的对象尽可能的接近或相关
，不同聚类中的对象尽可能的原理或不同

 簇的表示
 k-平均算法

• 由簇的平均值来代表整个簇

 k中心点算法
• 由处于簇的中心区域的某个值代表整个簇



 簇的相似度是关于簇中对象的均值度量，可以看作簇的
质心（centroid）

 k均值算法流程

 随机选择k个对象，每个对象代表一个簇的初始均值或
中心

 对剩余的每个对象，根据它与簇均值的距离，将他指
派到最相似的簇

 计算每个簇的新均值

 回到步骤2，循环，直到准则函数收敛

 常用准则函数：平方误差准则

k均值方法步骤

2

1 iCp

k

i mpE
i

  (p是空间中的点，mi是簇Ci的均值)



k均值方法---示例
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随机选择2个对象，
作为簇的中心

将每个
对象指
派到最
相似的
簇

更新每
个簇的
均值

更新每
个簇的
均值

重新分派…



 k中心点方法仍然基于最小化所有对象与其对应的参照点
之间的相异度之和原则，使用的是绝对误差标准

(p是空间中的点，代表簇Cj中一个给定对象；oj是簇Cj中的代表对象)

 重复迭代，直到每个代表对象都成为它的簇的实际中心点
 首先随意选择初始代表对象。

 只要能够提高结果聚类质量，迭代过程就使用非代表对象替换代表
对象。

• 聚类结果的质量用代价函数评估，该函数度量对象与其簇的代表
对象之间的平均差异度。

k中心点方法步骤

jCp

k

j opE
j

 1



聚类分析——层次方法

层次聚类方法对给定的数据集进行层次的
分解，直到某种条件满足为止。具体又可
分为：
 凝聚的层次聚类：一种自底向上的策略，首先将每个
对象作为一个簇，然后合并这些原子簇为越来越大的
簇，直到某个终结条件被满足。

 分裂的层次聚类：采用自顶向下的策略，它首先

将所有对象置于一个簇中，然后逐渐细分为越来越小
的簇，直到达到了某个终结条件。

层次凝聚的代表是AGNES算法。层次分裂的
代表是DIANA算法。



类间距离的衡量标准

p1

p3

p5

p4

p2

p1 p2 p3 p4 p5 . . .
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Similarity?

• MIN

• MAX

• Group Average

• Distance Between Centroids

• Other methods driven by an 

objective function

– Ward’s Method uses squared error

Proximity Matrix



类间距离的衡量标准
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Proximity Matrix

• MIN

• MAX

• Group Average
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• Other methods driven by an 

objective function

– Ward’s Method uses squared error



类间距离的衡量标准

p1

p3

p5

p4

p2

p1 p2 p3 p4 p5 . . .

.

.

.
Proximity Matrix

• MIN

• MAX (两集合之间）

• Group Average

• Distance Between Centroids

• Other methods driven by an 

objective function

– Ward’s Method uses squared error



类间距离的衡量标准
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Proximity Matrix

• MIN

• MAX

• Group Average

• Distance Between Centroids

• Other methods driven by an 

objective function

– Ward’s Method uses squared error



类间距离的衡量标准

p1
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p5

p4
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p1 p2 p3 p4 p5 . . .

.

.

.
Proximity Matrix

• MIN

• MAX

• Group Average

• Distance Between Centroids

• Other methods driven by an 

objective function

– Ward’s Method uses squared error

 



AGNES算法

 AGNES(Agglomerative NESting)算法最初将每个对象作为
一个簇，然后这些簇根据某些准则被一步步地合并。两个
簇间的相似度由这两个不同簇中距离最近的数据点对的相
似度来确定。聚类的合并过程反复进行直到所有的对象最
终满足簇数目。

自底向上凝聚算法（AGNES):

输入：包含n个对象的数据库，终止条件簇的数目k。

输出：k个簇，达到终止条件规定簇数目。

（1）将每个对象当成一个初始簇；

（2）REPEAT

（3）根据两个簇中最近的数据点找到最近的两个簇；

（4）合并两个簇，生成新的簇的集合；

（5）UNTIL达到定义的簇的数目；



AGNES算法例题
序号 属性1     属性2

1             1             1

2             1             2

3             2             1

4             2             2

5             3             4

6             3             5

7             4             4

8             4             5

第1步：根据初始簇计算每个簇之间的距离，随机找出距离最小的两
个簇，进行合并，最小距离为1，合并后1,2两个点合并为一个簇。

第2步：对上一次合并后的簇计算簇间距离，找出距离最近的两个簇
进行合并，合并后3,4点成为一簇。

第3步：重复第2步的工作，5,6点成为一簇。

第4步：重复第2步的工作，7,8点成为一簇。

第5步：合并{1,2}，{3,4}成为一个包含四个点的簇。

第6步：合并{5,6}，{7,8}，由于合并后的簇的数目已经达到了用户输
入的终止条件，程序终止。

步骤 最近的簇距离 最近的两个簇 合并后的新簇

1               1                   {1}，{2}                 {1,2}，{3}，{4}，{5}，{6}，{7}，{8} 

2 1                   {3}，{4}                   {1,2}，{3,4}，{5}，{6}，{7}，{8}

3 1                    {5}，{6}                  {1,2}，{3,4}，{5,6}，{7}，{8}

4 1                    {7}，{8}                  {1,2}，{3,4}，{5,6}，{7,8}

5 1                   {1,2},{3,4}                  {1,2,3,4}，{5,6}，{7,8}

6 1                   {5,6}，{7,8}              {1,2,3,4}，{5,6,7,8}结束



AGNES算法例题
序号 属性1     属性2

1             1             1

2             1             2

3             2             1

4             2             2

5             3             4

6             3             5

7             4             4

8             4             5



AGNES性能分析

 AGNES算法比较简单，但经常会遇到合并点选择的困难。
假如一旦一组对象被合并，下一步的处理将在新生成的簇
上进行。已做处理不能撤销，聚类之间也不能交换对象。
如果在某一步没有很好的选择合并的决定，可能会导致低
质量的聚类结果。

 这种聚类方法不具有很好的可伸缩性，因为合并的决定需
要检查和估算大量的对象或簇。

 假定在开始的时候有n个簇，在结束的时候有1个簇，因此
在主循环中有n此迭代，在第i次迭代中，我们必须在n-i+1
个簇中找到最靠近的两个聚类。另外算法必须计算所有对
象两两之间的距离，因此这个算法的复杂度为O(n²)，该算
法对于n很大的情况是不适用的。



DIANA分裂层次聚类算法

DIANA（Divisive ANAlysis)算法是典型的分
裂聚类方法。

在聚类中，用户能定义希望得到的簇数目
作为一个结束条件。同时，它使用下面两
种测度方法：

簇的直径：在一个簇中的任意两个数据点的距
离中的最大值。

平均相异度



DIANA算法

 算法 DIANA（自顶向下分裂算法）

 输入：包含n个对象的数据库，终止条件簇的数目k。

 输出：k个簇，达到终止条件规定簇数目。

 将所有对象整个当成一个初始簇；

 FOR （i=1; i≠k; i++) DO BEGIN

• 在所有簇中挑出具有最大直径的簇C；

• 找出C中与其它点平均相异度最大的一个点p并把p放入splinter group

，剩余的放在old party中；

• REPEAT上一步骤

• 在old party里找出到最近的splinter group中的点的距离不大于到old

party中最近点的距离的点，并将该点加入splinter group。

• UNTIL 没有新的old party的点被分配给splinter group；

• splinter group和old party为被选中的簇分裂成的两个簇，与其它簇一起

组成新的簇集合。

• END.



DIANA算法

 算法 DIANA（自顶向下分裂算法）

 输入：包含n个对象的数据库，终止条件簇的数目k。

 输出：k个簇，达到终止条件规定簇数目。

 将所有对象整个当成一个初始簇；

 FOR （i=1; i≠k; i++) DO BEGIN

• 在所有簇中挑出具有最大直径的簇C；

• 找出C中与其它点平均相异度最大的一个点p并把p放入splinter group

，剩余的放在old party中；

• REPEAT上一步骤

• 在old party里找出到最近的splinter group中的点的距离不大于到old

party中最近点的距离的点，并将该点加入splinter group。

• UNTIL 没有新的old party的点被分配给splinter group；

• splinter group和old party为被选中的簇分裂成的两个簇，与其它簇一起

组成新的簇集合。

• END.



DIANA算法例题
序号 属性 1 属性 2

1 1 1

2 1 2

3 2 1

4 2 2

5 3 4

6 3 5

7 4 4

8 4 5

第1步，找到具有最大直径的簇，对簇中的每个点计算平均相异度（假定采用

是欧式距离）。

1的平均距离：（1+1+1.414+3.6+4.24+4.47+5）/7=2.96

类似地，2的平均距离为2.526；3的平均距离为2.68；4的平均距离为2.18；

5的平均距离为2.18；6的平均距离为2.68；7的平均距离为2.526；8的平均距

离为2.96。

挑出平均相异度最大的点1放到splinter group中，剩余点在old party中。

第2步，在old party里找出到最近的splinter group中的点的距离不大于到old 

party中最近的点的距离的点，将该点放入splinter group中，该点是2。

第3步，重复第2步的工作，splinter group中放入点3。

第4步，重复第2步的工作，splinter group中放入点4。

第5步，没有在old party中的点放入了splinter group中且达到终止条件

（k=2），程序终止。如果没有到终止条件，因该从分裂好的簇中选一个直径

最大的簇继续分裂。

步骤 具有最大直径的簇 splinter group Old party

1 {1，2，3，4，5，6，7，8} {1} {2，3，4，5，6，7，8}

2 {1，2，3，4，5，6，7，8} {1，2} {3，4，5，6，7，8}

3 {1，2，3，4，5，6，7，8} {1，2，3} {4，5，6，7，8}

4 {1，2，3，4，5，6，7，8} {1，2，3，4} {5，6，7，8}

5 {1，2，3，4，5，6，7，8} {1，2，3，4} {5，6，7，8}   终止



聚类案例：用户细分模型
 根据用户基础数据和消费行为数据采用Two Step聚类法对用户进行细分

 聚类数据集为2009年1-9月新增用户入网后第二个月，且第二月状态正常
的用户的基础数据和消费行为数据

 使用细分矩阵，按照语音消费行为和数据业务消费行为两次聚类的方法
分别聚类，多维聚类的方法较传统单维聚类方法，聚类后的用户细分特
征更明显

本地通
话次数

长途通
话次数

计费通
话时长

漫游通
话次数

ARPU

低端 中低
端

长途
突出

本地
突出

漫游
突出

商务

GPRS流量

新业务费

新业务使
用种类数

彩信条数

短信条数

新业务费
占比

使用
少

占比
高

兴趣 短信
突出

上网
突出

发烧友



利用R进行K均值和K中心聚类
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